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1 EINLEITUNG

1 Einleitung

Viele Anwendung verwenden das World Wide Web als Datenquelle, um dem Benutzer aufbe-
reitete Informationen zu prasentieren. Beispielsweise hat Google den Knowledge-Graph [37]
in die Google-Suche integriert, um bei der Suche nach der Person Satya Nadella nicht nur eine
Liste von Webseiten, die Satya Nadella im Text auffiihren, zu zeigen, sondern auch um Fakten
zur Person darzustellen (vgl. Abbildung 1). Diese Fakten stammen aus dem Knowledge-Graph,
der einen Wissensgraphen reprasentiert. Dieser wird aus Daten generiert, die in naturlich-
sprachlichen Texten des World Wide Webs verfasst sind’. Die Extraktion von Informationen
aus natdirlichen Sprachen gehért zur Disziplin der natirlichen Sprachverarbeitung (auch Com-
puterlinguistik genannt).

Satya Nadella

Satya Madella ist ein US-amerikanischer Informatiker und seit dem 4.
Februar 2014 CEO veon Microsoft als Nachfelger von Steve Ballmer.
Wikipedia

Geboren: 19. August 1967 (Alter 48), Hyderabad, Indien
Ehepartnerin: Anupama Nadella (verh. 1992)

Ausbildung: University of Wisconsin—Milwaukee (1990), mehr
Kinder: Divya Nadella, Zain Nadella, Tara Nadella

Eltern: Bukkapuram Madella Yugandhar, Prabhavati Yugandhar

Wird auch oft gBSUCht Uber 15 weitere ansehen
Y i E
Steve Bill Gaes Paul Allen Larry Page
Pichal Ballmer

Abbildung 1: Darstellung des Suchergebnisses mit Hilfe des Google-Knowledge-Graphs

Um solch einen Wissensgraphen aus natirlich-sprachlichen Texten zu generieren, miissen
Texte ausgehend von ihrer sequentiellen Reihenfolge der enthaltenen UTF8-Zeichen in einen
Graphen transformiert werden. Wahrend dieser Transformation wird eine Reihe an Werkzeu-
gen eingesetzt, die stufenweise den Text mit Strukturinformationen anreichern. In der ersten
Stufe wird ein Text in Einheiten (Sdtze und Worter/Satzzeichen) zerlegt und darauf aufbauend
werden die Wortarten fir die Woérter/Satzzeichen bestimmt. In der darauf-aufbauenden Stufe
werden S3tze mit Parse-Trees/Ableitungsbdumen angereichert.

Die letztgenannte Stufe wird als Parsing bezeichnet. Das Parsing der natirlichen Sprach-
verarbeitung bestimmt fiir jeden gegebenen Satz, der in Worter und Satzzeichen unterteilt

'Der Google-Knowledge-Graph basiert neben Daten aus natiirlich-sprachlichen Texten ebenfalls auf anderen Da-
tenquellen, wie z. B. DBpedia [34].
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1 EINLEITUNG

und mit Wortarten versehen ist, einen Ableitungsbaum. Dieser Ableitungsbaum ist vergleich-
bar mit einem Abstract-Syntax-Tree [1] aus dem Compilerbau. Der Abstract-Syntax-Tree stellt
den Quelltext eines Computerprogramms als Baumstruktur dar. Ableitungsbdume werden so-
wohlim Compilerbau als auchin der natirlichen Sprachverarbeitung genutzt, um weitere Ope-
rationen darauf anzuwenden.

Im Compilerbau wird basierend auf dem Abstract-Syntax-Tree eine semantische Uber-
prifung des Quelltextes durchgefiihrt [1, Kapitel 1.2, Seite 8]. In der natirlichen Sprach-
verarbeitung kénnen mit Hilfe von Ableitungsbdumen in Kombination mit Named-Entity-
Recognition (NER) sprachliche Relationen in Texten erkannt werden. Dieses Verfahren ist
in Abbildung 2 auf der nachsten Seite skizziert: Wenn der Satz , Satya Nadella works for
Microsoft” aus dem World Wide Web verarbeitet wird (Abbildung 2a), dann wird zunachst
in mehreren Verarbeitungsstufen der Ableitungsbaum sowie weitere Informationen gene-
riert (Abbildung 2b). Basierend darauf werden Relationen extrahiert (Abbildung 2¢) und
einem Wissensgraphen hinzugefiigt.

Im Compilerbau werden formale Sprachen [13] eingesetzt, um basierend auf den entspre-
chenden formalen Grammatiken Parser zu erstellen, die das Wortproblem [27, Kapitel 1.1.3]
l6sen und dabei den Abstract-Syntax-Tree generieren. Bei der Verarbeitung natirlicher Spra-
che kénnen formale Grammatiken in der Regel nicht eingesetzt werden:

m Es gibt keine allgemeine Formalisierung von natiirlicher Sprache und daher existiert kei-
ne formale Grammatik, die zum Parsen eingesetzt werden kann. Mehrere Studien unter-
suchen natirliche Sprachen bzgl. der Einordbarkeit in die Chomsky-Hierarchie [31, Ka-
pitel 6.1]: Englisch kann nicht als kontextfreie Sprache formalisiert werden [3, 12, 23];
Schweizer-Deutsch gilt als mindestens kontextsensitive Sprache [30].

m Esgibt Sprachen, wie z. B. Attempto Controlled English [8], die als Teilmenge einer natiir-
lichen Sprache eine formale Sprache bilden. Diese formale Sprache erscheint als natiir-
liche Sprache fiir den entsprechenden Muttersprachler und kann vom diesen verstan-
den werden. Diese Sprachen finden jedoch nur in wenigen Doménen Anwendung und
besitzen eine geringe Verbreitung im World Wide Web. Fir solche natirliche Sprachen
kénnen Parsing-Verfahren des Compilerbaus verwendet werden?.

m Gebe es eine formale Grammatik fir natirliche Sprachen, dann wiirden grammatikalisch
falsche Satze nicht als Teil der Sprache erkannt und somit herausgefiltert. Diese Sitze
konnen jedoch von einem Menschen verstanden werden. In Bezug auf den Inhalt kénnen
wichtige Informationen in diesen Satzen enthalten sein und die Informationen gingenin
der skizzierten Anwendung (vgl. Abbildung 2) verloren.

2gysholdt und Behrens [7] bieten mit Xtext ein Werkzeug, um solche domé&nenspezifischen Sprachen zu parsen.
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1 EINLEITUNG

World Wide Web

SatyaNarayana Nadella (born August 19,
967) is an Indian-born American business
executive. Satya Nadella works for Mi-
crosoft. He is the current chief executive
Qfficer (CEO) of Microsoft. He was appoin-
edtas CEO on 4 February 2014, succeeding
Steve Ballmer. Before becoming CEO of
Microsoft, he was Executive Vice President
of Microsoft’s Cloud and Enterprise group,
responsible for building and running-+t
company's Computing Platforms, Developer
ols and Cloud Computing&ervices.

(a) Das World Wide Web als Informationsquelle

Phrasen (engl.)
S — Sentence
PP NP — Noun phrase
PP — Prepositional phrase
NP VP - Verb phrase

NP
/\ Wortarten (engl.)
NNP NNP

VBZ N NNP IN - Preposition
NNP - Proper noun, singular

Satya Nadella works for VBZ - Verb, 3rd person singular present

Person Organization

(b) Ableitungsbaum mit Named-Entities (NEs)

-

eﬁ;:>

(Sa tya Nad

 Microsoft

works for

(c) Graph-Darstellung der erkannten Relation

Abbildung 2: Informationsgewinnung durch natirliche Sprachverarbeitung
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2 Der Weg von formalen Methoden ber die Korpuslinguistik
zur heutigen natirlichen Sprachverarbeitung

Die ersten Anwendungen, die natirliche Sprache verarbeiten, verwenden feste Regelmen-
gen und Worterbiicher. Weizenbaum [32] und Winograd [41] verwenden in ihren Programmen
ELIZA und SHRDLU solche Regeln, die in Lisp formuliert sind, um die Mdglichkeiten der Kom-
munikation zwischen Computern und Menschen iiber natiirliche Sprache zu verdeutlichen3.
Das folgende Beispielillustriert, wie ELIZA mit Regelwerk und Wérterbuch arbeitet (vgl. [35]).

In dem Beispieleingabesatz ,/ch habe ein Problem mit meinem Vater” erkennt ELIZA Vater
als Unterbegriff von Familie. Aufgrund einer Regel antwortet ELIZA: ,Erzdhlen Sie mir mehr
tiber Ihre Familie”. Da das Regelwerk nicht vollstandig ist, antwortet ELIZA auf den Satz ,,Krieg
ist der Vater aller Dinge” mit dem selben vorherigen Antwortsatz. Findet das Programm keine
Antwort Uber eine Regel, antwortet es mit Ausweichphrasen: ,,Davon verstehe ich nichts, lassen
Sie uns (ber ein anderes Thema reden.”

Beisolchen Systemen stellt sich jedoch heraus, dass diese Regelwerke schnell an ihre Gren-
zen stoRen, und es ist nicht garantiert, dass solche Regelwerke minimal und/oder vollsténdig
sind. Mit den folgenden Arten der Mehrdeutigkeiten wird veranschaulicht, warum dieser re-
gelbasierte Ansatz scheitert.

Syntaktische Mehrdeutigkeiten bedeutet, dass ein einzeln betrachteter Satz mehrere Ablei-
tungsbdaume besitzen kann, die verschiedene Bedeutungen induzieren. In Abbildung 3
auf der nachsten Seite sind die moéglichen Ableitungsbdume fiir den Satz ,,Der Mann be-
obachtet das Mddchen mit dem Fernglas” gegeben. Die beiden Ableitungsbdume geben
jeweils Aufschluss darliber, welche von beiden Personen das Fernglas tragt (vgl. Abbil-
dung 3a und 3b).

Semantische Mehrdeutigkeiten bedeutet, dass ein einzeln betrachteter Satz mehrere Deu-
tungsweisen bei gleichem Ableitungsbaum aufweist. Abbildung 4 auf Seite 6 zeigt den
eindeutigen Ableitungsbaum fir den Satz ,,Er 6ffnet das Schloss”. Das Wort Schloss kann
hier ein Vorhdngeschloss oder ein Bauwerk meinen.

In beiden Fallen benotigt ein Werkzeug (und auch der menschliche Leser) den Kontext, d. h.
eswerden weitere Informationen bendtigt, wie solche Satze zu interpretieren sind. Im Fall der
syntaktischen Mehrdeutigkeit kann der voranstehende Satz wichtige Kontextinformationen
liefern: ,Nachdem der Mann mit seinem neuen Fernglas nach Hause kam, setzte er sich ans Fens-
ter.” Uber diesen Satz wird eingeleitet, dass der Mann das Fernglas besitzt. Dies zeigt jedoch,
dass Informationen des Kontextes nicht rein auf der strukturellen Ebene ermittelt werden
konnen. Hier muss die Bedeutung als Information in das Parsing des folgenden Satz mit ein-
flieBen. Da beim Parsen von Satzen Informationen (iber den Kontext aus mehreren Ebenen
einflieBen missen, ist es u. a. bisher nicht gelungen, deduktiv eine formale Grammatik fir na-
tirliche Sprache zu finden.

Parallel zur Suche einer formale Grammatik ist die induktive Methode der Korpuslinguis-
tik [19, 22] entstanden. Mittels Textkorpora, die aus einer Sammlung realer Texte bestehen?,
werden Analysen durchgefiihrt, um bestehende Hypothesen zu be-/widerlegen oder um neue
Hypothesen zu einer natiirlichen Sprache zu gewinnen. Fiir Analysen werden die Textkorpora
oft manuell annotiert, z. B. wird fir jeden Satz im Korpus der entsprechende Ableitungsbaum

3Die Regeln von ELIZA kénnen auf Github eingesehen werden: https://github.com/jeffshrager/elizagen/
4Textkorpora bestehen oft aus Texten einer einzelnen Doméne, z. B. Zeitungsartikel oder Aufsitze der Biomedizin.
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S
VP
NP Phrasen
S - Satz
PP NP — Nominalphrase
PP — Prapositionalphrase
VP — Verbalphrase

NP NP NP
/\ /\ /\ Wortartep
ART — Artikel
ART NN VVFIN ART NN APPR ART NN APPR — Préposition
‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘ NN - Nomen
Der Mann  beobachtet das Méadchen mit dem Fernglas VVFIN - finites Verb
(a) Das Madchen halt das Fernglas in der Hand
S
VP Phrasen
S - Satz
PP NP — Nominalphrase
PP — Prapositionalphrase
VP - Verbalphrase
NP NP NP
/\ /\ />\ Wortarten
ART - Artikel
ART NN VVFIN ART NN APPR ART NN APPR — Priposition
‘ ‘ ‘ ‘ ‘ ‘ ‘ NN — Nomen
Der Mann beobachtet das Médchen mit dem Fernglas VVFIN - finites Verb

(b) Der Mann halt das Fernglas in der Hand

Abbildung 3: Syntaktisch mehrdeutiger Satz mit mehreren Bedeutungen

notiert — die Penn-Treebank [21] entspricht einem solchen annotierten Textkorpus. Diese An-
notationen sind notwendig, um Aussagen Uber natirliche Sprache zu be-/widerlegen - Man-
ning [20] nutzt z. B. Annotationen, um zu zeigen, dass bisherige Erkenntnisse der Wortarten
zur Wortartbestimmung unzureichend sind.

Der Aufwand fir die Erstellung eines annotierten Textkorpus ist sehr grof3, weil viele Tex-
te enthalten sind (bis zu ~1.000.000 Wérter) und das Annotatieren eines einzelnen Satzes
aufwendig ist. Um die Arbeit zu erleichtern, sind unterstiitzende Werkzeuge entstanden, die
Annotation vorschlagen: z. B. das Werkzeug von Greene und Rubin [11] schlug ca. 70% aller
Wortarten korrekt vor und Giber eine Dekade konnte ein Korpus von 1.000.000 Wérter nahezu
vollsténdig korrekt annotiert werden°. Das Werkzeug von Greene und Rubin [11] nutzt eben-
falls ein Festes Regelwerk: z. B. kann auf einen Artikel ein Nomen folgen, jedoch kein Verb.

Die Textkorpora der Korpuslinguistik bieten in Kombination mit Supervised-Machine-
Learning [2] einen Vorteil gegeniiber der Formalisierung der natiirlichen Sprache durch
formale Grammatiken: da die Textkorpora mit Annotationen versehen sind, bieten Super-
vised-Machine-Learning-Algorithmen die Mdéglichkeit, die Regelwerke bisheriger Tools (vgl.
Greene und Rubin [11]) durch automatisch erkannte Regeln zu ersetzen. Dieser Ansatz bietet
fir die Verarbeitung natirlicher Sprache folgende Vor- und Nachteile:

+ Die Regelwerke miissen fiir Werkzeuge nicht manuell erstellt werden, was die Entwick-
lungszeit beschleunigt.

5Nahezu vollstindig bedeutet, dass in einigen Féllen die menschlichen Annotatoren sich nicht einigen konnte, wel-
ches die korrekte Wortart ist.

Marc Schreiber, M. Sc. 5
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Phrasen
S — Satz

VP NP — Nominalphrase
VP - Verbalphrase

NP NP Wortarten

| TN ART - Artikel

PPER VVFIN ART NN NN — Nomen
‘ ‘ ‘ ‘ PPER - Personalpronomen

Er 6Ffnet das Schloss IMMEINES finites Verb

Abbildung 4: Syntaktisch eindeutiger Satz mit mehreren Bedeutungen

+ Die automatisch erstellten Regelwerke sind umfangreicher und arbeiten mit einer héhe-
ren Genauigkeit.

+ Die Beschréankung der Textkorpora auf eine Domane fihrt in vielen Fallen dazu, dass der
Kontext implizit definiert ist, z. B. bei Architekturtexten ist mit hoher Wahrscheinlich bei
dem Wort Schloss das Bauwerk gemeint.

+ Die automatisch erstellten Regelwerke sind robuster gegeniiber unbekannten Einga-
ben (z. B. Satze die nicht im Korpus existieren) oder auch gegeniiber fehlerhaften Satzen,
die in realen Daten hdufig existieren.

m Die automatisch erstellten Regelwerke konnen zwar auf Texten anderer Domanen ange-
wendet werden (Vorteil), jedoch muss dann mit einer geringeren Genauigkeit gerechnet
werden (Nachteil).

— Der Kontext, wird nur teilweise durch die Beschrankung auf eine Doméane aufgelést, da
der Kontext nicht nur durch textuelle Muster bestimmt wird.

— Eine grof3e Menge an Beispielen, die manuell erstellt werden missen, wird fir die Lern-
phase bendtigt.

— Die Qualitdt des automatischen Regelwerks hangt von der Qualitdt der Beispiele ab, d. h.
qualitativ schlechte Beispiele fiihren zu qualitativ schlechtem Regelwerk.

Marc Schreiber, M. Sc. 6
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3 Supervised-Machine-Learning mit Maximum-Entropie

Supervised-Machine-Learning [2] ist eine Methodik aus dem Bereich des maschinellen Ler-
nens. Dabei erlernen Supervised-Machine-Learning-Verfahren mittels gegebener Beispiele
existierende Muster/GesetzmaRigkeiten innerhalb der Beispiele zu erkennen. Ein Beispiel
besteht aus einem Tupel (z,y). Dabei stellt = ein Eingabebeispiel dar und y das dazuge-
horige Ausgabebeispiel. Durch eine Trainingsphase lernt ein Supervised-Machine-Learning-
Verfahren die GesetzmaRigkeiten zwischen x und y und es ist nach der Trainingsphase in der
Lage fir unbekannte z ein zugehdriges y zu bestimmen. Die lineare Regression [39] ist ein
Beispiel fir ein Supervised-Machine-Learning-Verfahren, z. B. = GrundstiicksgréRe und y=
Grundstickspreis. In dieser Arbeit wird sich im Folgenden auf die Klassifikation beschrankt,
d.h. y entspricht einer bestimmten Kategorie (z. B. entspricht y einem niedrigen oder hohen
Grundstickspreis).

Fiir die Wortartbestimmung® der natiirlichen Sprachverarbeitung bzgl. des Beispielsatzes
»Satya Nadella works for Microsoft” entspricht ein Tupel (zy, y3,) fiir das Wort works den Vekto-
renin (1). Dort wird works als x;; notiert und ;3 definieren die Umgebung des Wortes. Die
Umgebung besteht sowohl aus der Folge der Worter, fir die bereits eine Wortart bestimmt
worden ist, und deren Wortarten (vgl. z;5) als auch aus der Folge der Worter, fiir die die Wort-
art nach z;; bestimmt wird (vgl. 2;3). Der Vektor y;, entspricht der Wortart/Kategorie zu ;.

works
= | (satya,NNP,Nadella,NNP) | v = ( vBZ ) (1)
(For, Microsoft)

Fir die jeweiligen Wérter Satya und Microsoft sind die Tupel (z4,y,) und (z.,y.) in (2)
und (3) dargestellt. Wahrend der Trainingsphase des Supervised-Machine-Learning-Verfahrens
wird jedes Wort innerhalb des Textkorpus in solch ein Tupel (ibertragen. AnschlieBend konnen
basierend auf den Tupeln mathematische Analysen stattfinden. Generell findet dieser Schritt
bei allen Werkzeugen der natirlichen Sprachverarbeitung statt — ebenfalls fiir das Parsing,
das in Abschnitt 4 erldutert wird.

Satya
Ty = 0 Yo = ( NNP ) (2)
(Nadella, works, for, Microsoft)
Microsoft
z. = | (Satya, NNP,Nadella, NNP, works, VBZ, for, IN) Ye = ( VBZ ) (3)

0

Fir die automatische Erkennung von GesetzmdRigkeiten miissen Eingangsdaten z in einen
Vektor # € R™ transformiert werden. Dazu wird eine Menge von Funktionen f; : X — R, die z
nach R Gbertragen, verwendet, die als Feature-Funktionen bezeichnet werden. Der Vektor &
hat basierend auf den Feature-Funktionen folgenden Aufbau:

fi(@)

fn()

6Reese [26, Seite 18] gibt eine Einfiihrung zur Wortartbestimmung (engl. Part-of-Speech Tagging).

>
I
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Bei der natiirlichen Sprachverarbeitung werden Indikatorfunktionen verwendet, die ange-
ben, ob ein Wort ein bestimmtes Kriterium erfillt. Zum Beispiel werden u. a. folgende Indika-
torfunktionen fiir die Wortartbestimmung eingesetzt (der Feature-Vektor & fiir (1) ist in (4)
skizziert):

Wortendungen

1 endet mit s
filey=4" "

0 sonst
GroB- /Kleinschreibung

1  beginnt mit einem GroBbuchstaben
fi(z) =

0 sonst

Bestimmte Worter

Fulz) = 1 x = the

0 sonst
Umgebung von Wortern

() 1 Das vorangestellte Wort von z entspricht the
I\r) =

0 sonst

fnlz) = 1 Die Wortart des vorangestellten Wortes von = entspricht NNP

0 sonst

fi(wy) 1
i) 0
o=\ fr(zy) | =1 0 4
fi(zy) 0
fm(2p) 1

Basierend auf den Feature-Funktionen f; : X — R werden bei gdngigen Supervised-Machi-
ne-Learning-Verfahren Wahrscheinlichkeitsfunktionen [40] ermittelt?, um Fir unbekannte z
eine entsprechende Klasse Y bestimmen zu kénnen. Y entspricht somit einer Zufallsvariablen.

"Unter anderem verwenden Cutting u. a. [4], Ratnaparkhi [24], Sha und Pereira [28] und Klein und Manning [18]
Wahrscheinlichkeitsfunktion.

Marc Schreiber, M. Sc. 8
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Waéhrend der Bestimmung von Y fiir ein gegebenes x wird fiir alle aus den Trainingsdaten be-
kannten y die bedingte Wahrscheinlichkeit p(y | ) bestimmt und y mit der héchsten beding-
ten Wahrscheinlichkeit entspricht der gesuchten Zufallsvariablen Y. Um letztendlich p(Y | #)
zu bestimmen, wird mit allen Tupeln (z,y) aus den Trainingsdaten ein Gleichungssystem auf-
gestellt. Die Form dieses Gleichungssystem hangt vom gewahlten Supervised-Machine-Learn-
ing-Verfahren ab und liefert eine Lésung fir p(Y | 2).

Durch diese Art der Notation und Anwendung ist es mdglich, dass Werkzeuge der natiir-
lichen Sprachverarbeitung den Kontext zu einem gewissen Grad auflésen kénnen. Bei dem
englischen Wort flies ist es durch eine isolierte Betrachtung nicht moéglich zu sagen, ob es sich
um das Verb fliegen oder um das Nomen Fliegen (die Insekten) handelt. Feature-Funktionen
wie f;(z) oder f,,(z) beziehen die Umgebung (den Kontext) mit ein. Folgt das Wort flies auf
den Artikel the, ist mit hoher Wahrscheinlichkeit das Nomen gemeint (vgl. f;(x)). Folgt das
Wort flies auf ein Nomen (z. B. eine Person), ist mit einer gewissen Wahrscheinlichkeit das
Verb gemeint (vgl. f,,(z)). Somit flieBt der Kontext durch die Feature-Funktionen mit in die
Bestimmung von p(Y | £) ein.

3.1 Maximum-Entropie

Maximum-Entropie ist ein Supervised-Machine-Learning-Verfahren, bei dem eine Wahrschein-
lichkeitsfunktion p(Y" | #) ermittelt wird. Diese Wahrscheinlichkeitsfunktion wird so gewahlt,
dass die Entropie der Zufallsvariablen maximal ist. Um diese Eigenschaft besser zu verstehen,
wird im Folgenden der Begriff der Entropie beschrieben.

3.1.1 Entropie

In der Informationstheorie ist die Entropie ein MaR fir den mittleren Informationsgehalt ei-
nesZeichens eines Alphabets [29, 36]. Die Entropie basiert auf dem Informationsgehalt (5), der
ein logarithmisches MaR ist und angibt, wie viel Informationen in einem Zeichen z enthalten
sind. Zur Bestimmung des Informationsgehalts eines Zeichens z wird dessen Wahrscheinlich-
keit p(z) bendtigt.

1(z) = log, (p(l)) — _log, (p(=) (5)

Das MaR I(z) weist Zeichen mit hoher Wahrscheinlichkeit einen niedrigen Informations-
gehalt zu, Zeichen mit geringer Wahrscheinlichkeit erhalten hingegen einen hohen Informati-
onsgehalt. In der Datenkompression werden somit Zeichen mit geringem Informationsgehalt
durch kurze Bitfolgen kodiert (weil diese Zeichen hdufig auftreten) und Zeichen mit hohem
Informationsgehalt durch lange Bitfolgen kodiert (weil diese Zeichen selten auftreten) — vgl.
z.B. Huffman-Kodierung [15].

Die Entropie H; ist nach Shannon [29] als Erwartungswert des Informationsgehalts einer
Zufallsvariablen Y aus einem Alphabet Z definiert (6).

Hy=E[I(Y)]=) p(z)I(z) ==Y p(z)l0g;p(2) (6)

z2€EZ zEZ
In der Datenkompression beschreibt die Entropie die Giite des Kompressionsalgorithmus.
Desto hoher dieses Mal ist, desto weniger Bits werden durch ineffiziente Kodierung ver-
schwendet. Das Optimum der Kodierung ist durch die maximale Entropie H,,,, definiert (7).
H, entspricht H,,,, genau dann, wenn p(z) = ﬁv,z € Z,d.h alle Zeichen treten mit gleicher

Marc Schreiber, M. Sc. 9
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Wahrscheinlichkeit auf. Kompressionsraten, wie beispielsweise durch Werkzeuge wie Winzip

angezeigt werden, lassen sich durch HHl bestimmen.

Hoe = BV = 3 1(2) = = Y 5 log, o ™

z€EZ z€Z

3.1.2 Maximum-Entropie

Bei der Anwendung von Maximum-Entropie als Supervised-Machine-Learning-Verfahren, wird
die Wahrscheinlichkeitsfunktion gesucht, die alle durch die Feature-Funktionen f : X — R
aufgestellten Bedingungen erfiillt und dessen Entropie maximal ist [16, 17, 10]. Es gibt eine
Menge P, die alle Wahrscheinlichkeitsfunktionen p(Y | ) beinhaltet, die die Bedingungen aller
Feature-Funktionen erfiillen. Die Wahrscheinlichkeitsfunktion (8), die die Bedingung erfdllt,
dass die Entropie H; maximalist, heil3t p* (Y | 7). Die Trainingsdatenmenge, die die Tupel (z, y)
beinhaltet, wird mit 7 bezeichnet.

p"(Y'|2) = argmax (H, (I(Y [ 2))) = arg max (— > »yl2) logzp(yli’)) (8)

p(Y |2)eP p(Y |2)eP (#.9)ET

Die Maximierung bzgl. der Entropie H; bewirkt, dass die Wahrscheinlichkeitsfunkti-
on p*(Y |#) moglichst gleichverteilt ist — H,,,, entspricht Gleichverteilung. Durch diesen
Ansatz wird sichergestellt, dass bei der Ermittlung von p*(Y | &) keine willkirlichen Einschrdn-
kungen getroffen werden, wenn notwendige Informationen fehlen. Nach Jaynes [16] und
Good [10] ist dies die einzige Annahme, die getroffen werden kann, ohne einen systemati-
schen Fehler zu machen.

Die moglichen Wahrscheinlichkeitsfunktionen aus P sind im Allgemeinen unbekannt.
Durch die Trainingsdaten, die dem Maximum-Entropie-Verfahren vorgegeben sind, kénnen
die Wahrscheinlichkeitsfunktionen aus P durch empirische Daten angendhert werden. Mit
den Feature-Funktionen kann der Erwartungswert E; von f; bzgl. einer Klasse y angenihert
werden (9). Dabei gibt p(z, y) die relative Haufigkeit von (#,y) € T an.

E(fiy) = Y. by filx) )
(Z,9)ET
Basierend auf dem Multiplikationssatz der bedingten Wahrscheinlichkeit (10) kann der Er-
wartungswert der Feature-Funktion f; (iber die rechte Seite des Multiplikationssatz ebenfalls
angendhert werden (11). Dabei entspricht 5(2) der empirischen Verteilungsfunktion von z.

pla,b) = p(a) p(bla) (10)
Ey(fiy)= > B@)pyl2)fi(2) (11)
(Z,9)ET

Aufgrund der Bedingung, dass die Erwartungswerte E; und E, fiir alle f; und alley € T
gleich sind, stellt sich ein Gleichungssystem auf, dass Lésungen fiir p(Y'|z) liefert. Dieses Glei-
chungssystem lasst sich aber weiterhin durch alle p(Y'|2) € P l6sen. Durch die Bedingung,
dass H; maximal sein soll, ist p(Y'|#) eindeutig bestimmt. Dieses Gleichungssystem kann mit
Lagrange-Multiplikatoren [14] und Generalized-Iterative-Scaling [5] gelost werden.

Marc Schreiber, M. Sc. 10



4 PARSING FUR NATURLICHE SPRACHEN

4 Parsing fir natdrliche Sprachen

Zum grundlegenden Verstandnis und zur Einflihrung, wie die Struktur von natiirlicher Sprache
mittels Supervised-Machine-Learning-Verfahren ermittelt werden kann, wurde sichin den vor-
herigen Abschnitten auf die Wortartbestimmung beschrankt. Um den gesamten Ableitungs-
baum eines Satzes zu ermitteln, ist die Wortartbestimmung notwendig (vgl. Abbildung 5). Die
Wortartbestimmung kann mit anschlieBendem Parsing angewendet werden, sowie als einge-
bettetes Verfahren im Parsing statt finden. Der Parser von Adwait Ratnaparkhi arbeitet mit
letzterem Ansatz. Dadurch ist nur die Segmentierung eines Textes in Sdtze und Worter als
Vorverarbeitungsschritt notwendig.

Wortartbestimmung Parsing

Satya Nadella works for Microsoft

Abbildung 5: Parse-Tree der durch Parsing fiir den Satz ,Satya Nadella works for Microsoft”
ermittelt werden soll

Im folgenden wird nun anhand des Parser von Adwait Ratnaparkhi gezeigt, wie mittels
Feature-Funktionen fiir Satze Ableitungsbdume generiert werden (vgl. oberer Teil der Abbil-
dung 5). Das Parsing-Verfahren von Adwait Ratnaparkhi setzt Maximum-Entropie als Super-
vised-Machine-Learning-Verfahren ein. Der Schritt der Wortartbestimmung kann in der Parser
eingebettet werden, da die Wortbestimmung ebenfalls Maximum-Entropie einsetzt [24]. Die
Features der Wortartbestimmung wurden in Abschnitt 3 durch f;, ..., f., skizziert.

4.1 Parsing-Verfahren von Adwait Ratnaparkhi

In der Trainingsphase des Parser von Adwait Ratnaparkhi werden vier Wahrscheinlichkeits-
funktionen po (Yo |h) bestimmt, die dem Parser erlauben, einen Syntaxbaum schrittweise von
unten nach oben aufzubauen — der Parser funktioniert dhnlich zu einem Buttom-up Parser fir
formale Sprachen und ebenfalls einen Vorverarbeitungsschritt dhnlich zur Tokenisierung ei-
nes Quelltextes bendtigt.

Die vier Wahrscheinlichkeitsfunktionen po (Yo |h) werden jeweils von den vier Operationen
TAG, CHUNK, BUILD und CHECK verwendet. Mit 7 wird hier der annotierte Textkorpus (auch
Treebank genannt) bezeichnet, der den Trainingsdaten entspricht. Bevor die Operationen im
einzelnen erklart werden, wird die Wahrscheinlichkeitsfunktion po (Yo |h) genauer spezifiziert:

Marc Schreiber, M. Sc. 11



4 PARSING FUR NATURLICHE SPRACHEN

m po(Yolh) ist eine bedingte Wahrscheinlichkeitsfunktion, d. h. Y, wird unter der Bedin-
gung h bestimmt (vgl. Downey [6], Georgii [9] und Wikipedia® [33]).

m Der Index O steht fiir die entsprechende Operation: O € {TAG, CHUNK, BUILD,
CHECK)}

m Durch h ist das vorhandene und bisherige ermittelte Wissen wahrend des Parsing-
Vorgangs bezeichnet — i entspricht der Kodierung des bisher ermittelten partiellen Syn-
taxbaumes®. i wird auch als Kontext oder Historie bezeichnet: h € {z; |z; € T D T}. h
liegt in 7, der Obermenge von T, da auch Beobachtungen auftreten kénnen, die nicht
innerhalb der Treebank erfasst sind. Der Parser ist durch Maximum-Entropie in der Lage
eine Wahrscheinlichkeit mit der Bedingung / € {z; | z; € 7'} zu ermitteln.

m Yy ist die Klasse, fiir die eine Wahrscheinlichkeit unter der Bedingung h bestimmt wird.
In den Operationen werden fiir alle moglichen Klassen die Wahrscheinlichkeiten berech-
net und die Klasse mit der h6chsten Wahrscheinlichkeit wird fir die jeweilige Operation
gewahlt.

Im Folgenden werden die vier Operationen TAG, CHUNK, BUILD und CHECK beschrie-
ben. Die bedingte Wahrscheinlichkeitsfunktion po(Yo|h) wird mittels Maximum-Entropie
bestimmt. Die Operationen werden der Reihe nach ausgefiihrt, wobei BUILD und CHECK
im Wechsel ausgefiihrt werden, bis der Syntaxbaum fiir einen Satz generiert wurde (vgl.
Abbildung 6).

® CHUNK BUILD

Y

@

Abbildung 6: Aktivitatsdiagramm der Operationen des Parsers von Adwait Ratnaparkhi

Es wird in den folgenden Abschnitten jeweils beispielhaft spezifiziert, welche Werte » und
Yo annehmen konnen. Nach jeder Operation werden neue Elemente zu 4 hinzugefiigt und
diese mit Mintgriin gekennzeichnet.

TAG Diese Operation weist jedem Wort eines Satzes eine Wortart zu. Dabei wird die Wahr-
scheinlichkeitsfunktion pr ¢ (Y7 ac|h) verwendet.

m Y7 4q ist eine mogliche Wortart (engl. Part-of-Speech-Tag (POS-Tag)), die bestimmt
werden soll. Die Menge der mdglichen POS-Tags stammt aus der Treebank, Y7 4¢ €
{yrac., | yrac,: € T}.Beispielsweise wird das Penn-Treebank-Tag-Set [21] in vielen
Korpora verwendet.

m h entspricht den bisher ermittelten POS-Tags. Im folgenden Beispiel entspricht 7
der Folge von POS-Tags NNP, NNP und VBZ (vgl. POS-Tags in schwarz).

8Durch h wird eine andere aber inhaltlich dhnliche Schreibweise zu z;, aus Abschnitt 3 definiert.
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4 PARSING FUR NATURLICHE SPRACHEN

NNP NNP VBZ IN

Satya Nadella works for Microsoft

Es werden fir alle méglichen Y7 4 die Wahrscheinlichkeit mittels prac(Yrac|h) fir das
Wort ,.for” bestimmt. In diesem Fall hat p 4 (IN|h) die hdchste Wahrscheinlichkeit. Die
Operation TAG wird fir alle Tokens durchgefihrt bis allen Tokens ein POS-Tag zugewie-
sen wurde’®.

CHUNK Diese Operation stellt fir jedes Token fest, ob dieses Token mit umliegenden Tokens
zu einer Phrase/Konstituente zusammengefasst werden kann. Dadurch entstehen erste
Teilbdume des finalen Syntaxbaumes.

m Yopunk entspricht einer von drei verschiedenen Klassentypen: Start X, Join X
oder Other, X steht dabei Fiir ein mogliches Phrase-Tag (z. B. entsprechende Penn-
Treebank-Phrase-Tags [21]). Start X fasst das aktuelle Token mit allen folgenden
Tokens zusammen, die mit der entsprechenden Join X Klasse annotiert sind. Other
fasst die entsprechenden Token nicht zusammen.

m h entspricht den ermittelten POS-Tags und den bisher ermittelten CHUNK-Klassen
Yorunk.Im folgenden Beispiel entspricht i = ... IN,NNP, Start NP, Join NP, Other,
Other (vgl. schwarze CHUNK-Klassen).

Start NP Join NP Other Other Start NP
| | | | ‘
NNP NNP VBZ IN NI<IP
| | | | |
Satya Nadella works for Microsoft

Es werden fiir alle méglichen Yo gy v i die Wahrscheinlichkeit mittels pepu vk (Yorun ik
|h) Fur das Wort ,,Microsoft” bestimmt. In diesem Fallhat pc yu vk (Start NP|h) die hdchs-
te Wahrscheinlichkeit. Die Operation CHUNK wird fir alle Tokens durchgefiihrt. Die vor-
herige Darstellung entspricht dem folgenden partiellen Syntaxbaum.

NP NP
NNP NNP VBZ IN NNP
Satya Nadella works for Microsoft

BUILD Die BUILD-Operation entscheidet, ob eine neue Phrase/Konstituente gebildet wer-
den soll oder ob eine Phrase/Konstituente mit der unmittelbar davorliegenden Phra-
se/Konstituente zusammengefasst werden soll. Die BUILD-Operation bendtigt ei-
nen partiellen Syntaxbaum, der erste Konstituenten enthalt, weswegen die CHUNK-
Operation der BUILD-Operation vorangestellt ist.

Dies geschieht nach dem gleichen Verfahren, wie es Ratnaparkhi [24] beschreibt.

Marc Schreiber, M. Sc. 13



4 PARSING FUR NATURLICHE SPRACHEN

m Ygyrp entspricht einer von zwei Klassentypen: Start X oder Join X. X steht
dabei fir ein mogliches Phrase-Tag (z.B. entsprechende Penn-Treebank-Phrase-
Tags [21]).

m h entspricht den ermittelten POS-Tags, den ermittelten CHUNK-Klassen und den
bisher ermittelten BUILD-Klassen sowie den bisher ermittelten CHECK-Klassen. Im
folgenden Beispiel entspricht » = ... Other, Other, Start NP, Start S, no, Start
VP, no (vgl. schwarze BUILD-Klassen). Die CHECK-Operation hat in diesem Beispiel
immerdie Klasse no als Ergebnis geliefert, dessen Bedeutung mit der ndchsten Ope-
ration erklart wird.

Start S
NP Start VP Start PP NP
N 3
NNP NNP VBZ IN NNP
Satya Nadella works for Microsoft

Es werden fir alle moéglichen Ygyp die Wahrscheinlichkeit mittels pgurnp( Yeurrp
|h) fir den Teilbaum oberhalb ,for” bestimmt — Ypy;.p wird immer fir den am
weitesten links-stehenden Teilbaum ohne BUILD-Klasse ermittelt. In diesem Fall hat
ppuiLp(Start PP|h) die hochste Wahrscheinlichkeit. Im Anschluss wird nun die CHECK-
Operation ausgefiihrt, auf die dann wiederum die BUILD-Operation ausgefiihrt wird, bis
der Syntaxbaum vollstandig ist.

CHECK Die CHECK-Operation entscheidet, ob die zuletzt gebildete Phrase/Konstituente ab-
geschlossen wird, d. h. zu einem Teilbaum zusammengefasst wird.

m Youpcok entspricht entweder der Klasse no oder yes. yes bedeutet, dass die zuletzt
gebildete Konstituente zu einem Teilbaum vereinigt wird.

m h wird aus der letzten BUILD-Operation fortgefihrt.

Es werden fir alle méglichen Yo g go i die Wahrscheinlichkeit mittels pecypex ( Yoeneox
|h) Fir den Teilbaum oberhalb ,for” bestimmt. In diesem Fall hat pcypck(nolh) die
hochste Wahrscheinlichkeit. Der partielle Syntaxbaum bleibt unverdndert.

Die Ausgabe yes der CHECK-Operation entspricht somit dem Reduce-Schritt eines Bottom-
up-Parsers. Im Folgenden wird das Zusammenspiel der BUILD- und CHECK-Operation verdeut-
licht, indem schrittweise gezeigt wird, wie die beiden Operationen den Syntaxbaum vervoll-
standigen.

1. Anwendung der BUILD-Operation auf den am weitesten links-stehenden Teilbaum oh-
ne BUILD-Klasse (Teilbaum tberhalb , Microsoft”). pgyrp(Join PP|h) hat die héchste
Wahrscheinlichkeit und Join PP wird neues Element von h.
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Start S Joi? PP
NP Start VP Start PP ;P
Nﬁ;///«\\\EﬁP VBZ IN NNP
Satya Nadella works for Microsoft

2. Anwendung der CHECK-Operation auf die zuletzt gebildete Konstituente (zusammenge-
setzt aus Start PP und Join PP). pcypok (yes|h) hat die hochste Wahrscheinlichkeit und
yes wird neues Element von h. Teilbdume werden zu einer Phrase zusammengefasst.

Start S PP
NP Start VP NP
NNP/\NNP VBZ IN NNP
Satya Nadella works for Microsoft

3. Anwendung der BUILD-Operation auf den am weitesten links-stehenden Teilbaum ohne
BUILD-Klasse (Teilbaum tiberhalb ,,for Microsoft”). ppyrrp(Join VP|h) hat die hochste
Wahrscheinlichkeit und Join VP wird neues Element von h.

Joi? VP
Start S ;P
NP Start VP NP
/\
NNP NNP VBZ IN NNP
Satya Nadella works for Microsoft

4. Anwendung der CHECK-Operation auf die zuletzt gebildete Konstituente (zusammenge-
setzt aus Start VP und Join VP). pcypcok (yes|h) hat die hochste Wahrscheinlichkeit und
yes wird neues Element von h. Teilbdume werden zu einer Phrase zusammengefasst.
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VP
Start S PP
NP NP
/\
NNP NNP VBZ IN NNP
Satya Nadella works for Microsoft

5. Anwendung der BUILD-Operation auf den am weitesten links-stehenden Teilbaum oh-
ne BUILD-Klasse (Teilbaum {iberhalb ,works for Microsoft”). ppurrp(Join S|h) hat die
hochste Wahrscheinlichkeit und Join S wird neues Element von /.

Join S

Start S

NNP NNP VBZ NNP

Satya Nadella works for MlcrosoFt

6. Anwendung der CHECK-Operation auf die zuletzt gebildete Konstituente (zusammenge-
setzt aus Start Sund Join S). pcprcok (ves|h) hat die héchste Wahrscheinlichkeit und
yes wird neues Element von h. Teilbdume werden zu einer Phrase vereint. Der Syntax-
baum fir den Satz aus Abbildung 2 ist vollstdandig gebildet worden.

S
VP
PP
NP NP
/\
NNP NNP VBZ IN NNP
Satya Nadella works for Microsoft
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Wie oben gezeigt wurde, ist der Parser von Adwait Ratnaparkhi mit den Wahrscheinlich-
keitsfunktionen po (Yo |h) in der Lage sukzessive Syntaxbdume fiir Sdtze der natdirlichen Spra-
che mit einer gewissen Wahrscheinlichkeit zu bilden.

4.2 Feature-Funktionen des Parser von Adwait Ratnaparkhi

Damit iber Maximum-Entropie die Wahrscheinlichkeitsfunktionen p§, ermittelt werden kén-
nen, werden Feature-Funktionen f; o(h) basierend auf der Historie h benétigt. Im Folgen-
den werden fir die Operationen des Parsers von Adwait Ratnaparkhi beispielhaft Feature-
Funktionen beschrieben. Zur weiteren Verdeutlichung wird ebenfalls ein partieller Ablei-
tungsbaum angegeben, der anzeigt, ob die Feature-Funktion den Wert eins oder null annimmt.
Mit einem grof3en X wird angezeigt, an welcher Stelle pf, angewendet wiirde und mit einem
Rechteck wird gezeigt, welchen Teil des partiellen Ableitungsbaum die Feature-Funktion
auswertet. Feature-Funktionen fir die TAG-Operation werden hier ausgelassen, da Beispiele
bereits in Abschnitt 3 skizziert worden sind — die vollstdndige Liste fiir die TAG-Operation ist
von Ratnaparkhi [24] beschrieben.

CHUNK

i 1 Wortart des aktuellen und daraufliegenden Wortes ist NNP
ficrunk(h) =
0 sonst

Im folgenden partiellen Ableitungsbaum wird Start NP bei der Anwendung von
Pepu N i €rwartet. Die Feature-Funktion f; cnun i (h) liefert hier den Wert eins.

X |
l NNP NNP } VBZ IN NNP
Satya Nadella works for Microsoft

1 Wortart des aktuellen Wortes ist VBZ und Wortart des
ficnunk(h) = vorangestellten Wortes ist NNP mit CHUNK-Tag Join NP
0 sonst

Im folgenden partiellen Ableitungsbaum wird Other bei der Anwendung von
PEru Nk €rwartet. Die Feature-Funktion f; cru vk (h) liefert hier den Wert eins.

|
Start NP ! Join NP X 3
‘ | ‘ ‘ ‘
| | |
NNP i NNP VBZ } IN NNP
Satya Nadella works for Microsoft
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BUILD

1 Der vorangestellte Teilbaum ist mit Start PP annotiert und der
fi.purp(h) = aktuelle Teilbaum ist mit NP annotiert.

0 sonst

Im folgenden partiellen Ableitungsbaum wird Join PP bei der Anwendung von
PuurLp erwartet. Die Feature-Funktion f; surp(h) liefert hier den Wert eins.

Start S 3 X 3

NP Start VP i Start PP N:P i

/\ | |

NNP NNP VBZ i IN NNP i

b Nels  wrs o owelt

CHECK
1 Der vorangestellte Teilbaum ist mit Start PP annotiert und fir
ficapck(h) = den aktuellen Teilbaum wurde Join PP vorgeschlagen.

0 sonst

Im folgenden partiellen Ableitungsbaum wird yes bei der Anwendung von p}.;; o €F-
wartet. Die Feature-Funktion f; cgyrcx (k) liefert hier den Wert eins.

|

1 X |

| SN |

Start S ’ Join PP !

| L |

/ |

NP Start VP | Start PP NP !

N I |

! |

! |

NNP NNP VBZ ! IN NNP
Satya Nadella works for Microsoft

Die dargestellten Feature-Funktionen werden fiir den Parser von Adwait Ratnaparkhi mit-
tels verschiedener Vorlagefunktionen generiert'?. Diese Vorlagefunktionen liefern basierend
von der aktuellen Position (vgl. X in vorherigen partiellen Ableitungsbdumen) z. B. die Wortart
des nten Wortes im Teilbaum oder die Konstituente eines Teilbaumes. Diese werden auf alle

10Ratnaparkhi [25] beschreibt die vollstindige Liste der Vorlagefunktionen.
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moglichen Historien 7 in den Trainingsdaten angewendet und dadurch entstehen die Feature-
Funktionen, die hier auszugsweise und beispielhaft skizziert worden sind. Mit dieser Menge
von generierten Feature-Funktionen wird dann das Gleichungssystem, wie in Abschnitt 3.1 be-
schrieben, aufgestellt und die Wahrscheinlichkeitsfunktionen p§, kénnen ermittelt werden.

4.3 Parsing-Qualitat

Die Qualitat des Parsing hangt maRgeblich von den Trainingsdaten ab. Diese sollten eine re-
prasentative Teilmenge der zu verarbeitenden natiirlichen Sprache sein. Diese Teilmenge soll-
te die Eigenschaften der Sprache widerspiegeln, damit diese durch das Supervised-Machine-
Learning-Verfahren erfasst werden und bei der Anwendung der ermittelten Wahrscheinlich-
keitsfunktion erkannt werden.

Beim Parsen formaler Sprachen ist das Ergebnis durch die gegebene formale Grammatik
definiert, d. h. wenn die gegebene Grammatik eindeutig ist, dann ist der Ableitungsbaum ein-
deutig. Somit besitzt das Parsing fiir formale Sprachen eine hundertprozentige Genauigkeit.
Der Supervised-Machine-Learning-Ansatz besitzt diese Genauigkeit nicht, d. h. es kénnen Ab-
leitungsbdume nur mit einer gewissen Qualitat (Zusagesicherheit) bestimmt werden.

In der Datenkompression kann die Qualitat eines Kompressionsalgorithmus durch Hﬁiw er-
mittelt werden. Dieses MaR kann fiir das Supervised-Machine-Learning-Verfahren Maximum-
Entropie zur Qualitdtsbestimmung nicht angewendet werden, da H,,,., keine Aussage (ber
den ermittelten Ableitungsbaum trifft. Um eine Aussage (ber die Qualitat des Parsings zu
treffen, muss dieses Verfahren getestet werden.

Eine Technik zum Testen ist das Kreuzvalidierungsverfahren [38]. Dabei wird die Trainings-
menge in mindestens zwei Teilmengen unterteilt. Dann wird eine Menge als Testmenge ge-
wahlt und die Vereinigung der verbliebenen Mengen bildet die Trainingsmenge. Diese wird
dann verwendet, um ein p* zu ermitteln, um p* auf der Testmenge anzuwenden. Die Ergeb-
nisse konnen mit den Annotationen der Testmenge verglichen werden, um die Genauigkeit
zu bestimmen. Dies wird mit allen Teilmengen zum Testen wiederholt. Der Durchschnitt der
ermittelten Genauigkeiten stellt eine Anndherung fiir die Qualitat des Modells an.

Bei den (blichen Parsing-Verfahren wird eine Genauigkeit von ca. 80% erreicht. Das
Parsing-Verfahren von Adwait Ratnaparkhi erreicht ca. 87%. Detailtiere Informationen zur
Genauigkeit des Parsers werden von Ratnaparkhi [25] beschrieben.
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5 Zusammenfassung

Fir die Verarbeitung von natirlicher Sprache ist ein wichtiger Zwischenschritt das Parsing,
bei dem Ffir Satze der natirlichen Sprache Ableitungsbdume bestimmt werden. Dieses Ver-
fahren ist vergleichbar zum Parsen formaler Sprachen, wie z. B. das Parsen eines Quelltextes.
Die Parsing-Methoden der formalen Sprachen, z. B. Bottom-up-Parser, kénnen nicht auf das
Parsen der natirlichen Sprache ibertragen werden, da keine Formalisierung der natiirlichen
Sprachen existiert [3, 12, 23, 30].

In den ersten Programmen, die natiirliche Sprache verarbeiten [32, 41], wurde versucht die
natirliche Sprache mit festen Regelmengen zu verarbeiten. Dieser Ansatz stiel® jedoch schnell
an seine Grenzen, da die Regelmenge nicht vollstandig sowie nicht minimal ist und wegen
der bendtigten Menge an Regeln schwer zu verwalten ist. Die Korpuslinguistik [22] bot die
Maoglichkeit, die Regelmenge durch Supervised-Machine-Learning-Verfahren [2] abzul6sen.

Teil der Korpuslinguistik ist es, grofse Textkorpora zu erstellen und diese mit sprachlichen
Strukturen zu annotieren. Zu diesen Strukturen gehéren sowohl die Wortarten als auch die
Ableitungsb3aume der Sdtze. Vorteil dieser Methodik ist es, dass reprasentative Daten zur Ver-
figung stehen. Diese Daten werden genutzt, um mit Supervised-Machine-Learning-Verfahren
die GesetzmaRigkeiten der natirliche Sprachen zu erlernen.

Das Maximum-Entropie-Verfahren ist ein Supervised-Machine-Learning-Verfahren, das ge-
nutzt wird, um natirliche Sprache zu erlernen. Ratnaparkhi [25] nutzt Maximum-Entropie, um
Ableitungsbdume fiir Sdtze der natirlichen Sprache zu erlernen. Dieses Verfahren macht es
moglich, die natirliche Sprache (abgebildet als ©*) trotz einer fehlenden formalen Gramma-
tik zu parsen.
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